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RESUMEN. 

 

 

El presente trabajo de grado se enfocó en el desarrollo de un sistema para la detección y 

reconocimiento de la Lengua de señas colombiana(LSC) utilizando técnicas de visión por 

computador e inteligencia artificial. y surge de la dificultad que se presenta en la 

comunicación con personas que presentan discapacidades auditivas y del lenguaje. Lo que 

llevó al desarrollo de un sistema automático capaz de reconocer señas y gestos 

correspondientes al temario ¨Sentimientos y características¨ de la lengua de señas 

colombiana LSC, Para la implementación y ajustes del sistema se emplearon diferentes 

herramientas como la inteligencia artificial con sus redes neuronales y la visión artificial. 

Utilizamos herramientas como Media Pipe, Numpy, clasificación de múltiples etiquetas, 

Memoria a corto y largo plazo (LSTM), y diferentes modelos de predicción de datos 

Regresión Logística, clasificación de cresta, clasificación de bosques aleatorio y aumento 

de gradiente para la clasificación. 

 
 

Durante la validación del funcionamiento se emplearon métricas de precisión para validar 

cuatro modelos predictivos en las señas (estáticas) y para las (dinámicas) se utilizó modelos 

predictivos LSTM para el reconocimiento de las secuencias de datos, estos modelos fueron 

entrenados y validados utilizando diversas métricas de precisión , entre las cuales se incluye 

la matriz de confusión, el F1 score, y el recall, los resultados obtenidos en la predicción de 

datos fueron altamente satisfactorios , demostrando fiabilidad del sistema para predecir los 

datos almacenados. 
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Se cumplió con 38 señas de las 64 que contiene el temario mencionado en los objetivos 

planteados, y en conclusión el trabajo de grado logró desarrollar un sistema de detección y 

reconocimiento de la Lengua se señas Colombiana utilizando técnicas de visión por 

computadora e inteligencia artificial. Se demostró que el sistema es capaz de reconocer de 

manera acertada una buena cantidad de señas del temario. Estos resultados abren puertas a 

futura investigaciones y aplicaciones en ámbito de la comunicación inclusiva y el apoyo a 

las personas con discapacidad auditiva y/o de habla. 

 
 

ABSTRACT. 

 

 

This degree work focused on the development of a system for the detection and recognition 

of Colombian Sign Language (CSL) using computer vision techniques and artificial 

intelligence, and arises from the difficulty in communicating with people with hearing and 

language disabilities. This led us to the development of an automatic system capable of 

recognizing signs and gestures corresponding to the subject ¨Feelings and characteristics¨ 

of the Colombian sign language LSC. For the implementation and adjustment of the system 

we used different tools such as artificial intelligence with its neural networks and computer 

vision. We used tools such as Media Pipe, Numpy, multi-label classification, Long and 

Short Term Memory (LSTM), and different data prediction models Logistic Regression, 

ridge classification, random forest classification and gradient boosting for classification. 

 
 

During the performance validation, accuracy metrics were used to validate four predictive 

models for the (static) signals and for the (dynamic) LSTM predictive models were used for 

the recognition of the data sequences, these models were trained and validated using 
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different accuracy metrics, including confusion matrix, F1 score, and recall, the results 

obtained in the data prediction were highly satisfactory, demonstrating reliability of the 

system to predict the stored data. 

It was accomplished with 38 signs of the 64 contained in the syllabus mentioned in the 

stated objectives, and in conclusion the degree work managed to develop a detection and 

recognition system for Colombian Sign Language using computer vision and artificial 

intelligence techniques. It was demonstrated that the system is capable of accurately 

recognizing a good number of signs from the agenda. These results open doors to future 

research and applications in the field of inclusive communication and support for people 

with hearing and/or speech disabilities. 
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1 INTRODUCCIÓN 

 

 

El presente trabajo de grado surge de la dificultad que se presenta en la comunicación con 

personas que presentan discapacidades auditivas y del lenguaje, debido a que “el lenguaje 

entre los seres humanos es la herramienta que posibilita expresar nuestras ideas, 

pensamientos o emociones, materializándose a través de signos verbales produciendo la 

comunicación” [1]. Esto permite establecer vínculos y relaciones sociales, pero no se trata 

solamente de transmitir información, sino también de expresar ideas, opiniones, 

sentimientos, emociones. Entonces, ¿Cómo hacen para comunicarse las personas que no 

pueden hablar, que no pueden expresarse de manera oral o que tal vez no pueden oír? 

 
 

La lengua de señas permite que las personas con dificultades auditivas puedan comunicarse 

con una metodología gesto-espacial y de percepción visual empleando señas con 

movimientos hechos con las manos, dedos y gestos faciales [2] aplicando leyes lingüísticas 

propias que expresan las necesidades comunicativas del ser humano [3]. 

 
 

De esta forma y conociendo que la lengua de señas es esencial para la comunicación y la 

inclusión de esta población se planteó desarrollar un sistema que realiza el reconocimiento 

de las características y sentimientos del temario de la lengua de señas colombiana, que 

comprende 68 palabras, mediante un sistema automático basado en visión artificial. Al 

implementar este sistema autónomo, se buscó evaluar cómo es la respuesta ante variables 

tales como: ambientes dinámicos, el color de la piel del hablante, posición de la cámara, 

entre otros. El sistema fue probado mediante métricas de precisión y pruebas del sistema en 

tiempo real. 
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Para el cumplimiento de los objetivos planteados se desarrollaron nueve fases, las cuales 

describen desde la investigación de las bases teóricas, hasta la comprobación y validación 

del programa creado. El resultado obtenido en el reconocimiento de las señas estáticas, el 

sistema es capaz de reconocer señas con gran precisión, a medida que estas aumentan y 

hay entre ellas algunas coordenadas de entrenamiento parecidas el sistema podría disminuir 

su precisión, en el caso de las señas dinámicas se logró reconocer las señas y sus secuencia 

de coordenadas con éxito, pero cabe resaltar que el sistema es muy sensible a los cambios 

en el entorno que se lleva a cabo durante la detección y reconocimiento. 

Se concluye que el desarrollo de un sistema automático capaz de reconocer señas y gestos 

correspondientes al temario ¨Sentimientos y características¨ de la lengua de señas 

colombiana LSC se logró, fueron implementadas 38 señas de las 64 que contiene el temario 

mencionado anteriormente, Las cuales fueron divididas entre dinámicas y estáticas por su 

forma de ejecución y cantidad de gestos utilizados, lo cual definió que debían ser utilizados 

dos sistemas diferentes para reconocer las señas, facilitando el entrenamiento de la mayoría 

de clases, y le daría un mejor tratamiento a las señas dinámicas (que contiene más de un 

gesto, acción ); además durante la validación del funcionamiento del sistema de 

reconocimiento se señas, se utilizaron los métodos de visión artificial y algoritmos 

predictivos, utilizando métricas de validación los cuales permitieron detectar que el 

modelo es capaz de predecir correctamente las clases. 
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1.1 Planteamiento del problema. 

 

Debido a que cada país tiene su propia lengua, se hace casi imposible pensar en una lengua 

de señas universal. Cada lengua depende en gran medida del contexto cultural, geográfico, 

temporal, etc. En Colombia encontramos un grupo lingüístico que es la Comunidad Sorda, 

su lengua oficial es la “Lengua de Señas Colombiana” (LSC), reconocida por las leyes 324 

de 1996 y 982 de 2005, entre otras disposiciones y fue sólo reconocida en 1996 por el 

Gobierno Nacional [4]. La Federación Nacional de Sordos de Colombia (Fenascol) ha 

intentado difundir el LSC y en el 2006 el Ministerio de Educación Nacional (MEN), el 

INSOR y el Instituto “Caro y Cuervo” publicaron el Diccionario del LSC que dispone de 

aproximadamente 1200 entradas. 

 
 

Frente a esta problemática existe un interés en hacer uso de las Tecnologías de la 

Información y las comunicaciones (TIC) que brindan herramientas de apoyo para facilitar 

la comunicación de esta población, por ejemplo; existen investigaciones activas sobre la 

viabilidad de uso guantes traductores [5] y ya se han desarrollado herramientas Web de 

traducción Simultánea, bien de señas a palabras o de palabras a señas ambas en Inglés [6]; 

También en Colombia existe el Centro de Relevo que ofrece un servicio gratuito de 

traducción en línea, llamado SIEL que facilita la comunicación entre una persona sorda y 

un oyente que están en un mismo espacio poniendo a su disposición un intérprete en línea. 

La fundación HETAH ofrece una traductora virtual disponible solamente con una conexión 

permanente a internet y que apoya mayoritariamente a la comunidad oyente [7]. 

En la actualidad se han realizado múltiples investigaciones en el área traducción de 

lenguaje de señas basados en visión artificial, especialmente utilizando técnicas de 

Inteligencia Artificial como Aprendizaje profundo (Deep Learning), o de reconocimiento 
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de patrones [8,9], sin embargo, poco se ha realizado en el idioma español, y 

específicamente en la lengua colombiana [10]. Se percibe de esta forma que el diseño y la 

implementación de un sistema automático de reconocimiento de algunas de las señas más 

importantes genera un gran avance hacia una línea de investigación específica en función 

de la disminución de la brecha de comunicación de la población sorda o con dificultades 

auditivas de Colombia, lo cual genera esta propuesta investigativa que parte de la siguiente 

pregunta ¿Qué tan eficiente puede ser una herramienta basada en visión de máquina y 

técnicas de reconocimiento automático para la interpretación de algunos de los gestos más 

importantes de la lengua de señas en Colombia? 

 
1.2 ANTECEDENTES 

 

Para la realización de este trabajo se tuvieron en cuenta trabajos internacionales como el 

realizado en India por Tuhina Sheryl Abraham , S P Sachin Raj , A Yaamini y B Divya en 

2022,   Titulado: Enfoques de aprendizaje de transferencia en el aprendizaje profundo para 

la clasificación del lenguaje de signos indio de signos de la India. El cual se enfoca en que 

el habla es la principal forma de comunicación humana, pero cuando es limitada, se pasa a 

la comunicación cinestésica táctil. Las personas con problemas de habla y audición utilizan 

el lenguaje de signos como ejemplo de este tipo de adaptaciones. La comunidad de sordos 

utiliza la lengua de signos india, (ISL) en toda la India. En la India, 250 intérpretes de 

lengua de signos con licencia atienden a una población sorda, sordos de entre 1,8 y 7 

millones de personas. Los intérpretes de ISL son muy necesarios en institutos y lugares 

donde se comunican las personas con discapacidades auditivas. Una base de datos de 

imágenes del lenguaje de signos indio de la lengua de signos india para los alfabetos 

ingleses. Para prepararla para la formación, se utilizaron varias técnicas de 
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preprocesamiento. La eficacia de las redes neuronales de aprendizaje profundo suele estar 

influida por la cantidad de datos disponibles. Como resultado, el aumento de datos, es una 

estrategia para añadir más muestras diversas a los conjuntos de datos de entrenamiento, este 

método se utilizó para aumentar la eficacia y los resultados de los modelos de aprendizaje 

automático. Este modelo se entrena en CNN utilizando metodologías de transferencia, con 

una precisión del 95% para vgg16 y una precisión del 92% para el modelo inicial. Un 

mayor estudio de esta investigación, así como su aplicación en tiempo real, tiene el 

potencial para conectar mejor a las personas con pérdida auditiva con la sociedad. 

 
 

Siguiendo con estos estudios está el realizado por Juan David Guerrero Balaguera y Wilson 

Javier Pérez Holguín en el año 2014 llamado, Sistema traductor de la lengua de señas 

colombiana a texto basado en FPGA. En el cual se presenta el desarrollo de un sistema 

diseñado para facilitar la comunicación e interacción de personas con discapacidad auditiva 

severa con las demás personas. El sistema emplea técnicas de visión artificial para el 

reconocimiento de las señas estáticas de la Lengua de Señas Colombiana (LSC). El sistema 

tiene cuatro etapas: Captura de la imagen, preprocesamiento, extracción de características y 

reconocimiento. La imagen es capturada mediante una cámara digital TRDB-D5M 

diseñada para tarjetas de desarrollo de DE1 y DE2 Altera. En la etapa de preprocesamiento, 

la seña es extraída del fondo de la imagen mediante el método de segmentación por umbral; 

posteriormente, la imagen segmentada es filtrada usando una operación morfológica para 

eliminar el ruido. La etapa de extracción de características está basada en la creación de dos 

vectores que caracterizan la forma de la mano mediante la que se realiza la seña. La etapa 

de reconocimiento está constituida por una red neuronal artificial perceptrón multicapa 

(MLP), la cual actúa como clasificador. El sistema fue implementado en el dispositivo 
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FPGA Cyclone II EP2C70F896C6 y no requiere el uso de guantes o marcadores visuales 

para su correcto funcionamiento. Los resultados muestran que el sistema tiene la capacidad 

para reconocer todas las 23 señas estáticas de la LSC con una taza de reconocimiento del 

98.15 %. 

 

 

Así mismo en Colombia José Villena Torresa, Fredys Simanca Herreraa*, Fabian Blanco 

Garridoa, Pablo Carreño Hernandeza, Miguel Hernandez Bejaranob, Harold Neira Molinac, 

Jorge Luis Diaz Martínez en 2020, en el trabajo llamado: Construcción de un brazo 

robótico para mejorar la comunicación de personas con discapacidades auditivas o no 

verbales. Este estudio fue de carácter experimental, ya que se realizó un sistema de 

comunicación a través de un brazo robótico, que es capaz de simular el lenguaje de signos 

para mejorar la calidad de vida de las personas con dificultades auditivas, la metodología 

presentada se dividió en dos fases: la primera de diseño y desarrollo y la segunda de 

Programación e integración del hardware y software. El cambio de materiales en las 

uniones permitió obtener una mano flexible, que volviera a su posición original, esto 

significó la mejora del diseño, ya que para el desarrollo de la aplicación para el control del 

Arduino, se desarrolló una interfaz para la administración de la mano robótica. Esta 

investigación en curso ha sido capaz de construir una mano robótica, con un alto grado de 

flexibilidad. 

 
 

Por otro lado en Colombia en el año 2022, Plazas Lopez y otros, presentaron el trabajo de 

investigación titulado: Reconocimiento de lengua de señas colombiana mediante redes 

neuronales convolucionales y captura de movimiento. El cual presenta el diseño de un 

modelo predictivo computacional que facilita el reconocimiento de la lengua de señas 
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colombiana (LSC) en un entorno hotelero y turístico. En donde se aplicaron técnicas de 

inteligencia artificial y redes neuronales profundas en el aprendizaje y la predicción de 

gestos en tiempo real, los cuales permitieron construir una herramienta para disminuir la 

brecha y fortalecer la comunicación. 

Se implementaron algoritmos de redes neuronales convolucionales sobre captura de datos 

en tiempo real. Se capturó movimiento mediante cámaras de video de dispositivos móviles; 

así, se obtuvieron las imágenes que forman el conjunto de 

datos. Las imágenes se utilizaron como datos de entrenamiento para un modelo 

computacional óptimo que puede predecir el significado de una imagen recién presentada. 

Se evaluó el rendimiento del modelo usando medidas categóricas y comparando diferentes 

configuraciones para la red neuronal. Adicional a esto, todo está soportado con el uso de 

herramientas como Tensorflow, OpenCV y MediaPipe. Donde se concluye la obtención de 

un modelo capaz de identificar y traducir 39 señas diferentes entre palabras, números y 

frases básicas enfocadas al sector hotelero, donde se logró una tasa de éxito del 97,6% en 

un ambiente de uso controlado. 

 

Para terminar encontramos un estudio realizado en 1998 por la división de Investigación 

ITEC - TELECOM Colombia. ”Lengua de señas colombianas” El cual mediante un 

programa de computador desarrollado por la División de Investigación del Instituto 

Tecnológico de Electrónica y Comunicaciones ITEC TELECOM, les permitió por primera 

vez, a los niños sordos aprender fácilmente el complejo lenguaje de las señas. Este 

novedoso programa fue presentado en la ciudad de Santiago de Chile en el marco del 

Seminario "Telecomunicaciones y discapacidad", donde fue postulado al Premio a la 

Investigación AHCIET (Asociación Hispanoamericana de Centros de Investigación y 
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Empresas de Telecomunicaciones), concurso convocado por este organismo español que 

reunió trabajos de investigación originales e inéditos que fueran un aporte a la investigación 

mundial. El aporte social y tecnológico que representa la herramienta "Lengua de Señas" 

tanto al país como al mundo, permitió que Colombia obtuviera el primer puesto del citado 

Premio. 

La herramienta "Lengua de señas Colombianas" consta de 1470 videos de señas, 1400 

fotografías de gran calidad, 1400 locuciones en inglés y más de 490 sonidos. También 

incluye un analizador sintáctico y léxico de la gramática española que incluye 12000 

palabras. Este analizador permite identificar las palabras qué forman parte de la estructura 

del lenguaje de señas. La que permite traducir un texto que el usuario haya digitado o 

seleccionado a la lengua de señas colombiana. Considerando que esta lengua posee su 

propio vocabulario, expresiones idiomáticas, gramática, y sintaxis muy diferentes al 

español, es necesario implementar un analizador léxico y sintáctico de la lengua castellana, 

para poder identificar las palabras que formarán parte de la estructura de la lengua de señas. 

El analizador que se utilizó fue el WPCKIMMO el cual permite identificar aspectos como 

Categoría de la palabra (Nombre, Verbo, Adjetivo). A la vez una Herramienta multimedia 

para facilitar el aprendizaje de la lengua de señas en los niños para aprender las bases de la 

lengua de señas colombianas, usando también un diccionario de señas colombianas, 

considerando la fotografía como uno de los recursos importantes para el aprendizaje de la 

lengua de señas, ya que permiten comprender y aprender fácilmente el concepto de una 

palabra, Telecom ha incorporado más de 1400 fotografías de gran calidad entre verbos, 

adjetivos, nombres, etc. Al digitar una palabra, se desplegará la imagen asociada a ella, al 

igual que los sinónimos correspondientes. El usuario podrá además ejecutar el vídeo de la 

seña respectiva, controlar la velocidad de ejecución de los videos, ver la escritura en inglés, 
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escuchar si existe un sonido aliciente a la palabra digitada y su respectiva locución en 

inglés. 

 
1.3 JUSTIFICACIÓN. 

 

La lengua de señas es el medio principal de comunicación de la población sorda, la cual 

está basada en movimientos corporales que comprenden movimientos de los brazos, manos 

y dedos, además de expresiones faciales o inclusive posturas completas [2]; por esta 

razón, la visión artificial se considera la herramienta útil para los investigadores que buscan 

su traducción automática. De acuerdo con la revisión bibliográfica hasta la fecha se 

comprobó que no existe ningún sistema automático de reconocimiento de palabras en la 

lengua de señas colombiana (LSC), con gestos dinámicos, es decir aquellos que 

comprenden una o más secuencias de movimiento (ver figura 1). 

 
Figura 1: Gestos dinámicos de uso cotidiano de la lengua de señas colombiana: “Buenas Tardes”, “Buenas noches”. 

 

Kidnesis Neuropsicomotricidad pedagógica especializada, Pinterest. 

 

 

 

 

Este proyecto plantea el reconocimiento de los gestos del temario: Características y 

sentimientos, que comprende 68 palabras. mediante un sistema automático basado en visión 

artificial y así poder evaluar su desempeño. El temario escogido es relevante porque 

comprende expresiones de uso común en el lenguaje cotidiano. Al implementar este 
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sistema, se busca evaluar cómo es la respuesta ante variables tales como: cambio de 

hablante y fondo de enmarcacion , cambios de color en la piel del hablante, variaciones en 

la posición de la cámara, entre otros,lo cual hace que este trabajo sea útil, importante e 

innovador. 

Un sistema autónomo de reconocimiento de gestos específicos del la Lengua de Señas 

Colombiana puede proveer información útil a la comunidad investigativa en pro del 

acercamiento de la comunidad sorda al grueso de población que se comunica oralmente, 

especialmente dentro de la ciudad de Popayán y si se garantiza la disponibilidad del sistema 

a usuarios que no conocen el LSC (Lengua de Señas Colombiana), se puede generar una 

cultura de autoaprendizaje y mecanismos de difusión de elementos que podrían incentivar a 

reducir las barreras en la comunicación y los niveles de analfabetismo [11], además 

viabilidad para ampliar el vocabulario de la lengua de señas colombiana. 

 

 

 
2 OBJETIVOS 

 
 

2.1 OBJETIVO GENERAL. 

 

Desarrollar un sistema automático de reconocimiento de los gestos del temario 

“Sentimientos y características” de la Lengua de Señas Colombiana mediante técnicas de 

visión artificial. 

 

2.2. ESPECÍFICOS. 

 

● Identificar las características descriptivas de las señas que componen el temario 

“Sentimientos y características” LSC para determinar los métodos de clasificación. 
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● Diseñar una arquitectura de detección y reconocimiento de señas tanto estáticas 

como dinámicas. 

● Validar el funcionamiento del sistema de reconocimiento de señas utilizando 

métodos de visión artificial y algoritmos de reconocimiento, mediante métricas de 

validación. 
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3 METODOLOGÍA 

 

Para la realización del presente trabajo se propone seguir las siguientes fases para cumplir a 

cabalidad cada uno de los objetivos planteados. 

FASE 1: Revisar la documentación acerca de la lengua de señas colombiana, 

determinar y seleccionar los gestos y señas utilizados. 

FASE 2: caracterización sobre la ambientación e iluminación para la 

obtención de las imágenes, seleccionar el tipo de cámara, tipo de 

fondo. 

FASE 3: reconocer algoritmos de reconocimiento y clasificación de 

imágenes y 

así poder identificar los más usados e importantes. 

FASE 4: Aplicar algoritmos de procesamiento digital de imágenes y video, 

extraer las características más importantes como filtros, recolectar 

datos numéricos como coordenadas que formarán la base de datos 

para el entrenamiento de la red neuronal 

FASE 5: Probar y seleccionar los clasificadores y algoritmos de 

reconocimiento con base en el hardware disponible. 

FASE 6: Ejecutar el plan de entrenamiento de cada algoritmo de 

reconocimiento de imágenes para ser analizado y seleccionar el 

mejor. (entrenamiento de la red neuronal, con base en las 

coordenadas y datos característicos para los clasificadores. ) 

FASE 7: Implementar los clasificadores con base en las imágenes de las 

señas almacenadas en la base de datos, posteriormente y técnicas de 

reconocimiento junto con la base de datos para elegir el más 

adecuado. 

FASE 8: Evaluación de los algoritmos mediante métricas (exhaustividad, F1 

score, Precisión, Exactitud, Macro Accuracy Score , etc.). 

FASE 9: Validar el funcionamiento del sistema y finalmente documentar los 

resultados obtenidos y concluir el desarrollo del proyecto. 

Tabla 1. Fases de desarrollo del proyecto, Sistema de reconocimiento automático de la lengua de señas colombiana 

mediante inteligencia artificial. 
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4 MARCO TEÓRICO 

 

 
En la realización de todo trabajo de investigación es importante tener en cuenta los 

conceptos utilizados para orientar, justificar y además construir criterios para fundamentar 

las ideas y resultados obtenidos, en orden de importancia se mencionan a continuación. 

 
4.1 LENGUA DE SEÑAS 

 

La efectividad de una comunicación se nota cuando al compartir y recibir la información 

esta tiene el mismo significado para las partes involucradas, en este caso en particular la 

lengua de señas, la cual no es universal, nace de forma natural y de la necesidad de 

comunicarse como cualquier otra forma de comunicación [12], según la Federación 

Mundial de Sordos, existen aproximadamente 70 millones de personas sordas en todo el 

mundo, más del 80% vive en países en desarrollo y utilizan más de 300 diferentes lenguas 

de señas [13]. cada uno cuenta con una gramática compleja y un vocabulario extenso, por 

ejemplo la lengua de señas de un puertorriqueño es diferente a la de un colombiano, aunque 

podrían coincidir en algunas señas cada país tiene su propio sistema lingüístico de señas y 

en mucha ocasiones en un mismo país se pueden encontrar diferentes lenguas por región 

[4]. Sin embargo, sí existe un sistema de signos internacional que es utilizado en eventos y 

conferencias internacionales o como una forma de comunicación entre viajeros con 

discapacidad auditiva. 

http://wfdeaf.org/news/theme-for-international-day-of-sign-languages-and-international-week-of-the-deaf-2018/
http://wfdeaf.org/news/theme-for-international-day-of-sign-languages-and-international-week-of-the-deaf-2018/


30  

 
 

 
Figura 2. Día internacional de la lengua de señas Europa-press. 

 

 
4.2 LENGUA DE SEÑAS COLOMBIANA 

 

La lengua de señas colombiana es la lengua oficial de la comunidad sorda en el país y fue 

reconocida oficialmente en el año 1996, mediante la Ley 324, la cual dice que: "El Estado 

colombiano reconoce la lengua de señas como propia de la comunidad sorda del país” y 

desde 1984 la comunidad sorda colombiana empezó a preocuparse por el estudio, 

divulgación y enseñanza de la lengua, al igual que de la situación del sordo dentro de la 

sociedad [4]. 

La Federación Nacional de Sordos de Colombia (Fenascol) creó un grupo de investigación 

donde se crearon unas cartillas como: el curso básico o primer nivel denominado “Lenguaje 

Manual Colombiano”, publicación de 1993, más adelante fue creada la cartilla número dos, 

llamada “Lengua de señas colombiana”, publicada en 1996. La lengua de señas colombiana 

hace parte del patrimonio inmaterial, cultural y lingüístico del país. Gracias a su estructura 

gramatical y las particularidades lingüísticas permite la comunicación entre personas con 

discapacidad auditiva (Figura 3), además de esto el 21 de febrero se celebra la inclusión de 

la lengua de señas colombiana al grupo de lenguas nativas del país [14]. 
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Figura 3. Expresión “Aburrido” en la lengua de señas colombiano. Diccionario básico de la lengua de señas colombiana, 

INSOR.[50] 

 

 
El uso de la lengua de señas varía en todo el territorio nacional, ya que existe una variedad 

de regiones y grupos los cuales tienen variaciones lingüísticas propias y esto se da por tres 

razones diferentes: 

 
 

● Geografía: se refiere al medio en que se usa la lengua incluyendo el relieve y el 

clima, los cuales tienen efecto en el dialecto o variedad diatópica. 

● Cultura: el hecho de transmitir la lengua de señas de generación en generación 

también tiende a modificar la lengua en distintas variedades diastráticas. 

● Niveles de formalidad: depende del contexto el uso de la lengua varía de acuerdo 

con la formalidad o informalidad en que se lleva a cabo la comunicación, se 

presentan distintos niveles funcionales o diafásicas en la variación lingüística. [15] 

 
 

Estos aspectos hacen que la lengua de señas varíe de acuerdo con cada grupo o región en 

Colombia, en la plataforma INSOR se encuentra un mapa donde se puede seleccionar el 
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departamento e identifica las señas que son usadas en dicho lugar, traducidas al idioma 

español. 

 
4.3 INTELIGENCIA ARTIFICIAL (IA) 

 

El objetivo general de esta investigación se basa en la aplicación de la IA, la cual se refiere 

a los métodos o técnicas que intentan imitar la inteligencia humana, reemplazando tareas 

complejas que antes requerían intervención de los seres humanos, como los asistentes 

inteligentes que ayudan a la realización de tareas o servicios a través de voz o texto, 

también están los conocidos chatbots quienes comprenden ciertos problemas de los 

usuarios proporcionando respuestas eficientes, reconocimiento de imágenes, clasificación 

y etiquetado, mejoras del desempeño de la estrategia del algoritmo comercial, distribución 

de contenido en redes sociales, entre otras funciones, generando un impacto en varias 

situaciones de la vida cotidiana como en áreas de la salud, educación, trabajo, 

entretenimiento y relaciones interpersonales. [16] 

 

 
Figura 4. Diagrama de inteligencia artificial. Imagen traducida de hardzone.es. traducida de [16]. 
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4.3.1 REDES NEURONALES ARTIFICIALES (RNA) 

 

Para la aplicación de IA se deben utilizar las redes neuronales artificiales que están 

inspiradas en las redes neuronales biológicas, por ende, se comportan de manera similar, 

aprenden de la experiencia, reflejan nuevos conocimientos a partir de los aprehendidos, 

generan respuestas correctas a entradas, son capaces de extraer y separar características de 

un conjunto de entradas e indica si presentan o no similitudes [17]. 

● Perceptrón multicapa: basados en las unidades más básicas de las RNA para 

solucionar problemas linealmente no separables. El aprendizaje se basa en 

algoritmos de propagación “hacia adelante” que comparan la respuesta con la 

esperada, y otro “hacia atrás” donde los errores corrigen los pesos. 

● Adaline: Similar al perceptrón, pero utilizan funciones de transferencia lineales. A 

partir de esta red surgieron nuevos algoritmos. 

● RNA estocástica: Utilizan funciones de transferencia y pesos estocásticos a la red. 

 

Estas RNA se usan en la ontología, la bioinformática y en análisis de riesgo. Existen 

dos modelos muy conocidos: 

● Máquina de Boltzmann: Capaces de resolver complejos problemas de 

combinatoria. Posee enlaces bidireccionales simétricos, pesos de igual valor, 

autocompletado de datos y generación de salidas binarias. Su aprendizaje se basa en 

el “enfriamiento simulado”, ideal para el reconocimiento de patrones. 

● Máquinas de Cauchy: Versión mejorada de la Boltzmann y con funciones de 

probabilidad. Poseen una sola capa, conexiones laterales entre sí y mayor rapidez de 

convergencia. Es aplicado en el reconocimiento de manuscritos, optimización en 

rutas de transporte y presupuestos. Sin embargo, consumen mucho tiempo de 

aprendizaje. 
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4.3.2 APRENDIZAJE AUTOMÁTICO (MACHINE LEARNING) 

 

El aprendizaje automático, trata de un aspecto donde las máquinas u ordenadores tienen la 

habilidad de aprender continuamente o desarrollar reconocimiento de patrones sin 

necesidad de ser programados para dicha tarea, como lo son las sugerencias o predicciones 

de una situación en particular, en 1980 los primeros ordenadores que estuvieron disponibles 

eran programados para cumplir con ciertas funciones, pero actualmente gracias al 

aprendizaje automático los dispositivos obtendrán experiencia y conocimiento a partir de la 

manera en que son empleados, el aprendizaje automático usa algoritmos para aprender de 

los patrones de datos. Un ejemplo claro son los correos spam, capaces de detectar correos 

basura y separarlos de los que no. Existen cuatro tipos de aprendizaje automático: 

aprendizaje supervisado, no supervisado, semi supervisado y por refuerzo [18]. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
Figura 5. Diagrama tipos de aprendizaje automático, adaptada de [20]. 
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4.3.3 APRENDIZAJE PROFUNDO (DEEP LEARNING) 

 

El aprendizaje profundo es un subcampo del aprendizaje automático, el cual se encarga de 

resolver problemas más complejos que implican una gran cantidad de datos, este tipo de 

aprendizaje se realiza a partir de redes neuronales organizadas por capas, las cuales 

reconocen patrones y relaciones entre dichos datos. En la actualidad el aprendizaje 

profundo se utiliza en el reconocimiento de voz, visión artificial, traductores, entre otros. 

Abarca un gran grupo de algoritmos de aprendizaje automático, supervisados y no 

supervisados, pero de mayor complejidad. Este tipo de aprendizaje usa técnicas de 

abstracción jerárquica donde los datos de entrada (expresados en matrices o tensores) son 

representados en niveles, como si fueran cascadas de capas de una RNA (por ejemplo, en el 

reconocimiento de patrones en imágenes, estas pueden ser representadas en un vector de 

píxeles). Luego, aplican arquitecturas de procesamiento no lineal que transforma esos datos 

en conjunto con pesos y umbrales de entrenamiento [19]. 

 

4.3.4 CLASES DE ALGORITMOS MACHINE LEARNING. 

 

El aprendizaje automático es una rama de la informática que concede a la Inteligencia 

Artificial la capacidad de aprender diferentes tareas. Existen tres grupos de aprendizaje 

automático: 

●  Aprendizaje supervisado: en este grupo el algoritmo realiza su trabajo con 

entradas y salidas definidas, identificando patrones en los datos, aprendiendo y 

haciendo predicciones que pueden ser corregidas por el programador con el fin de 

alcanzar un nivel de precisión y rendimiento del sistema. 
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● Aprendizaje no supervisado: en este tipo de aprendizaje el algoritmo interpreta 

grupos de datos y dirigirlos de alguna manera para descubrir patrones, en la medida 

en que se evalúa más datos aumenta su capacidad para tomar decisiones. 

●  Aprendizaje reforzado: para este tipo de aprendizaje no hay un previo 

entrenamiento con algún tipo de datos, entonces, el sistema se ve forzado a aprender 

en un entorno donde no hay información clara y los hace a través de acciones y 

resultados, este sistema se refuerza al resolver problemas [25]. 

 
4.4 VISIÓN ARTIFICIAL 

 

La visión artificial (VA) o visión por computador (Computer vision - CV) es un campo de 

la Inteligencia Artificial (IA) que permite que un sistema (computador) adquiera la 

habilidad de abstraer la información relevante de imágenes, videos o cualquier entrada 

visual, y tomar decisiones o realizar recomendaciones basadas en ellas. La IA le permite a 

los computadores pensar, la visión artificial le permite a los computadores ver, observar y 

entender [21]. 

Las tareas realizadas por la VA se pueden ordenar de manera jerárquica en niveles bajo, 

medio y alto. Las tareas de bajo nivel se enfocan en el procesamiento de la imagen para 

mejorarla y extraer información de ella, las tareas de medio nivel son las que estiman 

propiedades de los objetos contenidos en la imagen como propiedades geométricas, 

trayectorias, velocidades, clases de objetos, etc. Ya las tareas de alto nivel de VA se centran 

en interpretar y entender los eventos en las imágenes (o secuencias), como reconocimiento 

y clasificación [21]. 
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4.4.1 Procesamiento de imágenes: Es el área de la ingeniería que se encarga de la 

extracción de mediciones, datos o información contenida en una imagen, incluyendo 

técnicas para facilitar la búsqueda e interpretación de la información contenida en 

ellas [22]. 

 

4.4.2 Filtrado de imagen: Es una de las principales maneras de operar en el 

procesamiento de imágenes digitales que permite aumentar la resolución, el 

contraste, la calidad de imagen y reducir la interferencia de la luz. Una imagen se 

puede filtrar en el dominio del espacio, trabajando directamente sobre los píxeles de 

la imagen, o en el dominio de la frecuencia, donde las operaciones se llevan a cabo 

en la transformada de Fourier de la imagen sistema de visión artificial [23]. 

 

4.4.3 Mejoramiento: Es el proceso en el cual se ajustan las umbralizaciones o 

binarización (asignando 1 a objetos primarios y 0 para fondo) e identifica píxeles 

con atributos similares de objetos deseados o imágenes para obtener resultados más 

adecuados para la visualización o el análisis de imágenes. Por ejemplo, para 

eliminar el ruido, enfocar o ajustar el contraste de una imagen, lo que facilita la 

identificación de entidades clave [23]. 

 

4.4.4 Extracción de características: Es una parte fundamental, considerada como 

la primera etapa en la inteligencia de un sistema de visión artificial. Permitiendo la 

extracción de características de los objetos en imágenes y video aplicando métodos 

tales como [24]: 

 

A. Segmentación: se encarga de subdividir las imágenes, aplicando usando diferentes 

algoritmos. 
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B. Características de píxel: para la detección de colores deseados y escala de grises. 

 

C. Transiciones: detecta bordes. 

 

D. Homogeneidad: busca zonas planas. 

 

E. Etiquetado: agrupa los píxeles del mismo objeto, los separa, asigna etiquetas y 

extrae centroide, coordenadas, tamaño y cantidades; usa diferentes algoritmos tales 

como: 

● Clásico: Es robusto para unificar características de un mismo objeto. 

 

● Múltiples escaneos: no es apto para imágenes de alta resolución. 

 

● Procesamiento paralelo: no apto para streaming de vídeo. 

 

● Seguimiento de contorno: rellena el resto de píxeles interiores con las 

etiquetas correspondientes. No apto para sistemas en tiempo real. 

● Pase simple: es apto para streaming de vídeo en tiempo real [24]. 

 

 
4.5 HERRAMIENTAS PARA SEGUIMIENTO DE LA POSTURA DEL CUERPO 

 
 

4.5.1 Media Pipe: Es una biblioteca multiplataforma de código abierto diseñada 

especialmente para brindar soluciones rápidas y precisas de aprendizaje automático, para la 

detección de objetos en una imagen, como por ejemplo detectar puntos clave del rostro y 

manos mediante un modelo holístico, lo cual se define como una visión que parte del todo 

para captar todas las partes del sistema como, en este caso rostro, postura y manos. [26] 
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4.5.2 Media Pipe Holistic: es una herramienta crucial para el desarrollo de este proyecto, 

ya que ofrece soluciones rápidas y precisas, además permite tener una percepción de la 

postura humana, las referencias faciales y el seguimiento de manos en tiempo real, por 

tanto, es utilizada en aplicaciones de análisis de fitness y deportes, control de gestos y 

reconocimiento de lenguaje de señas, pruebas y efectos de realidad aumentada, etc. [27]. 

 

 

 
Figura 6. Resultados de MediaPipe Holistic en casos de uso de deportes y danza (parte superior). Gestos de 

“Silencio” y “Hola” (parte inferior). Mediapipe. 

 

4.5.3 Canalización y calidad: Media Pipe Holistic fue diseñado como una canalización de 

múltiples etapas, que trata las diferentes regiones utilizando una resolución de imagen 

apropiada para cada región. 

Debido a sus diferentes especializaciones en detección de (rostro , manos , pose ) la entrada 

de un componente no es adecuada para los demás por eso el modelo de estimación de pose, 

por ejemplo, toma un cuadro de video de resolución fija más baja (256x256) como entrada. 

Pero si uno tuviera que recortar las regiones de la mano y la cara de esa imagen para pasar a 
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sus respectivos modelos, la resolución de la imagen sería demasiado baja para una 

articulación precisa. Por lo tanto, Media Pipe Holistic, con sus más de 540 puntos clave, 

tiene como objetivo permitir una percepción holística y simultánea del lenguaje corporal, 

los gestos y las expresiones faciales. Su enfoque combinado permite interfaces de gestos 

remotos, así como AR de cuerpo completo, análisis deportivos y reconocimiento de 

lenguaje de señas [27]. 

 

 

 
Figura 7. Descripción general de canalización holística de Media Pipe. 

 

 

4.6 CLASIFICACIÓN DE MÚLTIPLES ETIQUETAS 

 

 
La clasificación de múltiples etiquetas es una técnica de aprendizaje automático en la que 

se intenta predecir múltiples etiquetas para una única instancia de entrada. Esta se utiliza en 

gran variedad de aplicaciones, como por ejemplo la clasificación de imágenes , el 

etiquetado de texto , recomendación de productos [48]. 

Por ejemplo, una imagen puede tener múltiples etiquetas como “perro”, “jardín” o “feliz”. 



41  

Para entrenar un modelo de clasificación con múltiples etiquetas se necesita un conjunto de 

datos etiquetados con múltiples etiquetas para cada instancia de entrada, para evaluar un 

modelo de clasificación como estos se realiza utilizando métricas como la precisión, el 

recall y la puntuación F1, las cuales tienen en cuenta la predicción de todas las etiquetas 

[28]. 

 
Figura 8. Descripción gráfica de Clasificación binaria y Multiclase. 

 

 

4.7 LONG-SHORT TERM MEMORY (LSTM) - MEMORIA A CORTO Y LARGO 

PLAZO. 

Los modelos o redes neuronales recurrentes LSTM son un tipo de red neuronal diseñada 

para manejar secuencias de datos como texto , audio o series de tiempo [51]. A diferencia 

de las redes neuronales convencionales estas tienen una memoria interna que les permite 

recordar patrones en datos de secuencia a corto y claro plazo. 
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Estas son una extensión de las redes neuronales recurrentes, que básicamente amplían su 

memoria para aprender de experiencias importantes que han pasado hace mucho tiempo. A 

continuación se muestra una gráfica donde podemos observar la Red Neuronal más simple 

que se pueda hacer . 

 

 

Figura 9. Descripción gráfica de Red Neuronal simple ( Una sola neurona ) 

 

 

Está compuesta por una sola neurona, que recibe una entrada X (input) , y produce una 

salida Y (output), y enviando esa salida a sí misma como se ve en la figura. En cada 

instante de tiempo timestep la neurona recurrente recibe la entrada x de la capa anterior así 

como su propia salida del instante de tiempo anterior para generar la salida. como se 

representa a continuación. 

 

 
Figura 10. Descripción gráfica de una capa de Neuronas recurrentes 
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Las redes neuronales LSTM se componen de celdas de memoria que se conectan entre sí, 

mediantes las puertas, Las puertas son estructuras que deciden qué información se mantiene 

en la neurona y qué información se descarta. Estas puertas permiten que las redes LSTM 

manejen secuencias de datos con longitudes variables y que aprendan patrones complejos 

en esas secuencias de datos. Son una herramienta de gran ayuda para el reconocimiento de 

gestos y coordenadas. En las redes LSTM hay tres tipos de puertas: La puerta de entrada 

decide qué tipo de información debe agregarse a la memoria, la puerta de salida decide qué 

información debe ser entregada como salida de la celda y la puerta de olvido decide qué 

información debe ser eliminada de la memoria [51] Se pueden utilizar redes neuronales 

LSTM para reconocer gestos y movimientos a partir de secuencias de coordenadas 

extraídas de las imágenes recolectadas, se podrían procesar mediantes las redes neuronales 

LSTM para aprender patrones de movimiento específico, por ejemplo se podrían recolectar 

coordenadas de la posición de las mano y los brazos a lo largo del tiempo. La red podría 

utilizarse para predecir qué gesto o movimiento se está realizando en función de las 

coordenadas reconocidas en la secuencia actual 

 
4.8 NUMPY 

 

NumPY (Numerical Python) es una biblioteca de código abierto comúnmente utilizada en 

computación científica y numérica. Esta proporciona un conjunto de herramientas y 

funciones que permiten trabajar con matrices y arreglos multidimensionales. lo que nos 

permite examinar los datos de una forma rápida y sencilla. además útil para el desarrollo de 
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nuestro modelo de clasificación [29]. 
 

 
Figura 11. Arreglos multidimensionales: 1D, 2D, 3D 

 

 

 
Numpy puede ayudarnos con algunas tareas en específico, como por ejemplo las siguientes: 

Manipulación de datos: con Numpy podemos crear , manipular y transformar vectores, 

matrices y arreglos multidimensionales de manera eficiente. Lo que se hace útil en el 

procesamiento de datos, donde se aplican operaciones matemáticas y estadísticas a los 

datos para limpiarlos , normalizarlos y prepararlos para el entrenamiento. 

 
4.9 INTEGRACIÓN CON OTRAS BIBLIOTECAS 

 

 
Se integra de manera fácil y sencilla con otras bibliotecas de aprendizaje automático como 

lo son Scikit-learn o TensorFlow. lo que facilita una fácil transferencia de datos y resultados 

entre diferentes partes de tu proyecto de aprendizaje automático [29]. 
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5 MODELOS DE CLASIFICACIÓN - CANALIZACIONES 

 

 
5.1 REGRESIÓN LOGÍSTICA 

 

La Regresión Logística Simple, es un método de regresión que permite estimar la 

probabilidad de una variable cualitativa binaria en función de una variable cuantitativa. Una 

de las principales aplicaciones de la regresión logística es la de clasificación binaria, en el 

que las observaciones se clasifican en un grupo u otro dependiendo del valor que tome la 

variable empleada como predictor. Por ejemplo, clasificar a un individuo desconocido 

como hombre o mujer en función del tamaño de la mandíbula. La regresión logística 

múltiple es una extensión de la regresión logística simple. Se basa en los mismos principios 

que la regresión logística simple (explicados anteriormente) pero ampliando el número de 

predictores. Los predictores pueden ser tanto continuos como categóricos.” [33] 

 
5.2 CLASIFICADOR DE CRESTA 

 

Este es un algoritmo de aprendizaje automático que se utiliza para la clasificación binaria y 

multiclase. Es una variante del algoritmo de regresión logística que utiliza la técnica de 

regularización de Ridge para evitar el sobreajuste. Ridge Classifier ajusta una línea recta (o 

plano en caso de múltiples características) que separa las clases. En otras palabras, el 

modelo aprende a trazar una línea que separa los datos de diferentes clases en un espacio de 

características. [34] 

 
5.3 CLASIFICADOR DE BOSQUES ALEATORIO 

 

Un bosque aleatorio es un meta-estimador que ajusta una serie de clasificadores de árboles 

de decisión en varias submuestras del conjunto de datos y utiliza el promedio para mejorar 

la precisión predictiva y controlar el sobreajuste. El tamaño de la submuestra se controla 
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con el max samples parámetro si bootstrap=True (predeterminado); de lo contrario, se usa 

todo el conjunto de datos para construir cada árbol. [35] 

 

 
gráfica - de Grupo Inductivo[sckit] 

 

 
5.4 AUMENTO DE GRADIENTE PARA LA CLASIFICACIÓN 

 

El Gradient Boosting Classifier (GBC) es un algoritmo de aprendizaje automático 

supervisado utilizado para problemas de clasificación. Pertenece a la familia de algoritmos 

de boosting, que se basa en la combinación de varios modelos más simples para formar uno 

más complejo y preciso.[36] 
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6 DISEÑO E IMPLEMENTACIÓN. 

 

 
Para poder llevar a cabo el desarrollo del proyecto se siguieron las fases planteadas en la 

metodología y decidimos empezar implementando distintos métodos como la detección de 

objetos, mediante etiquetado y entrenamiento con imágenes , posteriormente y con los 

avances de la investigación, empezamos a ver proyectos en los cuales se implementa la 

captación simultánea en tiempo real de la pose humana, incluyendo los puntos de referencia 

faciales y seguimiento de manos. Mediante el uso de herramientas como MediaPipe, la cual 

ofrece una amplia variedad de aplicaciones como el control de gestos , reconocimiento de 

lenguaje de señas, control de ejercicios, detección de emociones siendo esta herramienta 

clave en el desarrollo de este proyecto. 

 
Figura X. "Sinfonía Mecánica de los Sistemas Interconectados"[] 
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6.1 SEGUIMIENTO DE LA POSTURA EN TIEMPO REAL EN EL DISPOSITIVO 

La estimación de pose a partir de fotos y video, juega un papel fundamental en el 

reconocimiento de señas, ya que permite la superposición de contenido digital e 

información sobre el mundo físico en realidad aumentada. Además incorpora técnicas de 

inteligencia artificial que sirven para desarrollar diferentes aplicaciones. 

Como la representación topológica del cuerpo humano y la recolección de coordenadas 

que describen la postura del cuerpo humano. Hacen parte del desarrollo del sistema de 

reconocimiento automático de señas, en este caso de la lengua de señas colombiana LSC. 

 
6.2 DEFINIR LA TOPOLOGÍA 

 

“El estándar actual utilizado por Media Pipe para definir la postura del cuerpo humano es la 

topología COCO (Common Objects in Context) Objetos Comunes en Contexto. COCO es 

un conjunto de datos de subtítulos, segmentación y detección de objetos a gran escala. En 

la figura 10 se pueden observar 33 puntos de referencia en torso, brazos, piernas y rostro, 

sin embargo, carecen de información de escala para orientación de manos y 

pies”[Mediapipe]. La tarea de detección de puntos clave requiere una localización de los 

puntos en condiciones desafiantes e incontroladas lo cual es de vital importancia para el 

desarrollo de nuestras actividades y aplicaciones prácticas como el reconocimiento de la 

posición del rostro, distancia entre los hombros,puntos de la cadera, posición de las manos , 
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etc. [30] 

 

 

Figura 12. Topología de puntos clave de Blaze Pose 33 como superconjunto COCO 

 

 

 
La idea inicial en el trabajo de investigación fue realizar procesamiento en la imagen con el 

fin de extraer datos significativos tales como: siluetas, bordes, tamaño de imagen, número 

de píxeles. Posteriormente se pensó en explorar la detección de señas mediante Object 

detection (Detección de objetos), Con la cual tuvimos la oportunidad de experimentar y 

etiquetar algunas imágenes tomadas para lo que sería la Base de datos de Señas. Sin 

embargo, en el transcurso y avance de la investigación fueron encontradas distintas 

herramientas como Mediapipe y Blaze pose que permiten extraer coordenadas de los puntos 

clave de las manos y el rostro como parte principal en la realización y lectura de las señas. 

La topología nos brinda referencias específicas dibujando los puntos clave que dibujan la 

posición del cuerpo humano. 
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6.3 DIBUJAR PUNTOS CLAVE DE LA POSTURA 

 

En esta parte del software podemos superponer las coordenadas y puntos de referencia 

descritos anteriormente en la topología para dibujar la pose humana sobre el video que 

captura la cámara web del equipo, además de almacenar las coordenadas ya que son 

variables en el tiempo, que describen las características de cada seña para esto se utiliza el 

código base proporcionado por mediapipe.. 

 

 

Figura 13. Descripción de las características de cada seña. [32] 

 

 
6.4 Características del modelo de detección de media pipe. 

 

Esta información es de gran relevancia en la estimación de la postura del cuerpo humano y 

su posterior análisis ya que se obtienen puntos de referencia ligados al lenguaje corporal 

con esto podríamos identificar si la persona que está frente a la cámara realizando una seña 

que pertenezca al grupo de señas de nuestra base de datos y posteriormente detectarla. Por 

lo que nuestras características serán todos los valores de coordenadas, los datos a exportar y 

guardar en nuestra base de datos se describen a continuación: 
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6.4.1 Pose_landmarks:Es una lista de puntos de referencia de la postura. Cada punto de 

referencia se compone de lo siguiente: 

A. x e y: Coordenadas del punto de referencia normalizadas a [0,0, 1,0] por la anchura 

y la altura de la imagen, respectivamente. 

B. z: Representa la profundidad del punto de referencia con la profundidad en el punto 

medio de las caderas como origen, y cuanto menor sea el valor, más cerca estará el 

punto de referencia de la cámara. La magnitud de Z utiliza aproximadamente la 

misma escala que X. 

 

6.4.2 Visibilidad: Un valor en [0.0, 1.0] que indica la probabilidad de que el punto de 

referencia sea visible (presente y no ocluido) en la imagen. 

A. x, y, z: Coordenadas 3D del mundo real en metros con el origen en el centro 

entre las caderas. 

6.4.3 Face_landmarks: Una lista de 468 puntos de referencia de la cara. Cada punto de 

referencia consta de X, Y , Z. y están normalizados a [0,0, 1,0] por la anchura y la altura de 

la imagen, respectivamente. z representa la profundidad del punto de referencia, siendo el 

origen la profundidad en el centro de la cabeza, y cuanto más pequeño sea el valor, más 

cerca estará el punto de referencia de la cámara. La magnitud de z utiliza aproximadamente 

la misma escala que x. 
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6.4.4 Left_hand_landmarks: Una lista de 21 puntos de referencia de la mano izquierda. 

 

Cada punto de referencia consta de X, Y y Z. X e Y están normalizados a [0,0, 1,0] por la 

anchura y la altura de la imagen, respectivamente. z representa la profundidad del punto de 

referencia, siendo la profundidad en la muñeca el origen, y cuanto más pequeño sea el valor 

más cerca está el punto de referencia de la cámara. La magnitud de z utiliza 

aproximadamente la misma escala que x. 

 

6.4.5 Rigth_hand_landmarks: Una lista de 21 puntos de referencia de la mano derecha, 

con la misma representación que left hand landmarks .(PUNTOS DE REFERENCIA DE 

LA MANO IZQUIERDA). 

 
6.5 MODELO DE BASE DE DATOS PARA SEÑAS ESTÁTICAS 

 

Para almacenar todos nuestros valores de coordenadas se crea un almacén de datos que nos 

ayudará en la visualización y recolección de los datos característicos de nuestros sistema de 

detección. para ello se utiliza la librería CSV (Valores separados por comas) un formato 

común de importación y exportación que nos permite trabajar con hojas de cálculo y bases 

de datos generados por Excel. Seguido a esto se prepara la forma en que serán guardados 

los datos. Por su estructura y aprovechando el separado de comas se extraen los datos en la 

variable Landmarks de la siguiente forma. [38] 

 

 

Posición Dato Almacenado Descripción Datos por Fila 

landmarks [0] [‘class’] Nombre de la Seña Caracteres de nombre 

landmarks [1] [‘X, Y, Z, V’] Coordenadas de la Seña 501 Por cada variable 

Tabla 2. Estructura para extracción de datos. [32] 
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[‘class’‘X1’,‘Y1’,’ Z1’,‘V1’,‘X2’,‘Y2’, ‘Z2’, ‘V2’….. ‘X501’,’Y501’,’X501’, ‘Z501’,’V501’] 

Así queda preparada la estructura de la variable Landmarks que servirá para guardar 

nuestros valores de coordenadas en la base de datos en Excel (Coords) un DataFrame que 

nos permite guardar valores numéricos de las coordenadas y caracteres para los nombres de 

las señas. de manera ordenada, guardando en una sola fila el nombre de la seña y los cuatro 

valores de coordenadas correspondientes para cada dato agregado. permitiendo almacenar 

gran cantidad de datos de cada tipo de seña. que se agregan al archivo Coords fila por fila. 

 

 

Figura 14. DataFrame, guarda el nombre de la seña y cuatro valores de coordenadas. 

 

 
6.6 CAPTURAR PUNTOS DE REFERENCIA Y EXPORTAR A LA BASE DE 

DATOS - SEÑAS DE UN SOLO GESTO 

Continuando con el proceso descrito en la figura x podemos observar un ejemplo de 

aplicación de un gesto manual, en el cual se genera simultáneamente un mapa de etiquetas 

además se extraen las características necesarias para que sea entrenado el modelo de 

aprendizaje. Dejando así esta información dentro de una base de datos que en este caso es 

un DataFrame llamado coords que nos servirá para almacenar las clases y cantidad de 

coordenadas que vamos a recorrer y analizar por cada pose que sea agregada a nuestra base 

de datos . Cada clase de seña se registra con su respectivo nombre y cuatro conjuntos de 

coordenadas, que incluyen las coordenadas (Xn, Yn, Zn, Vn) [30]. 
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Figura 15. Captura de puntos de referencia de cada seña. [32] 

 

 

Esta es la forma como quedan almacenadas las clases y coordenadas de manera ordenada 

en un DataFrame que proporciona los datos necesarios al modelo para realizar su 

entrenamiento. En este caso se utiliza la herramienta Scikit - Learning, un modelo de 

aprendizaje automático en Python que ofrece herramientas simples y eficientes para el 

análisis predictivo de datos. Accesibles y reutilizables en varios contextos, estos modelos 

están basados en Numpy, SciPy y matplotlib [33]. Estos sistemas son tambien de código 

abierto y pueden ser utilizados comercialmente ya que tienen licencia BSD (Licencia de 

Software Libre). Los objetos reader y writer del módulo .csv leen y escriben secuencias. 

Los programadores también pueden leer y escribir datos en forma de diccionario usando las 

clases DictReader y DictWriter[33]. 
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6.7 NORMALIZACIÓN DE LOS DATOS-CONFIGURACIÓN DE VARIABLES 

VALOR OBJETIVO Y CARACTERÍSTICAS. 

El proceso de división de datos en arreglos arreglos de X e Y es una parte esencial para el 

desarrollo de modelos de aprendizaje automático y análisis predictivo de datos. para que 

luego sea fácil acceder a dichos datos en una sola llamada. pensando en ellos como 

características y valor objetivo respectivamente, se ponen los datos de forma normalizada. 

En términos de la ciencia de datos como valores X y Y, con el fin de tener los datos en una 

escala común [31]. 

 

 

 
Figura 16. División de datos en clase y coordenadas. [32] 

 

 

 
De este modo son separados los datos, cuando se verifica la información de X 

(CARACTERÍSTICAS), Podemos observar que almacena las coordenadas que describen 

nuestra seña, omitiendo la clase/nombre de seña, quedando así solo con información 

numérica. Y al verificar el contenido de la variable Y (VALOR OBJETIVO) podemos 

encontrar una columna con los nombres de las clases agregadas. de esta manera se agrupan 

los datos para que puedan ser procesados y entrenados de manera conjunta. 
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Figura 17. Descripción de las señas a partir de las coordenadas. [32] 

 

 
6.8 VARIABLES DE PRUEBA Y ENTRENAMIENTO 

 

Después de la verificación, se crea la variable de prueba y entrenamiento para extraer una 

selección específica de nuestro marco de datos, los cuales son seleccionados de manera 

aleatoria para crear una partición de entrenamiento que nos servirá para ajustar/entrenar 

nuestro modelo y una partición de prueba que nos ayudará a evaluar su desempeño. En la 

siguiente imagen se muestra el proceso de extracción de datos aleatorio del sistema. 

 
 

La función ‘train_test_split()’ recibe dos arreglos de datos (‘X’ e ‘y’) y divide ambos en 

cuatro arrays de manera aleatoria: ‘X_train’, ‘X_test’,’y_train’,’y_test’. 

La variables ‘X’ contiene las características del conjunto de datos, mientras que la variable 

‘y’ contiene la variable clase o valor objetivo. 
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Figura 18. Extracción de clases aleatorias de sistema. [32] 

 

 

 
Por consiguiente, el marco de datos extraídos aleatoriamente serán los que se utilicen para 

el entrenamiento del modelo junto con nuestra variable de entrenamiento. La cual se adapta 

perfectamente para este proyecto que busca un modelo de clasificación para múltiples 

clases, (ver Figura 18) que pueda comprender la relación entre estas clases y las 

coordenadas. 

Para posteriormente agregar nuevas señas y seguir entrenando el modelo, por esta razón se 

va a utilizar Train para el entrenamiento y ajuste de los valores de la red para entrenar 

nuestro modelo, para luego usar los valores de prueba Test, los cuales servirán para 

evaluar los resultados. 

 
6.9 MODELOS DE CLASIFICACIÓN - CANALIZACIONES 

 

Estos cuatro modelos son utilizados para probar y seleccionar cual es el que tiene mejor 

desempeño en nuestro sistema, Una vez creada cada una de nuestras canalizaciones, es 

conveniente pensar en ellas como un modelo de aprendizaje automático individual por 

separado, a continuación, se muestra el diccionario de canalizaciones. 
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MODELO INFORMACIÓN 

Logistic Regression 

Regresión Logística 

Se utiliza para predecir la probabilidad de que una instancia 

pertenezca a una clase determinada. [33] 

RidgeClassifier 

Clasificador por Crestas 

Utiliza la regularización para reducir la complejidad del 

modelo y evitar el sobreajuste. [34] 

RandomForest Classifier 

Clasificador de bosques 

Aleatorios 

El modelo de Random Forest es un método de aprendizaje 

automático que construye múltiples árboles de decisión y 

combina sus predicciones. además puede manejar 

características altamente correlacionadas.[35] 

GradientBoosting 

Classifier 

Aumento de gradiente 

para la clasificación. 

Construye árboles de decisión en secuencia, mejorando en 

cada iteración además permite la optimización de funciones 

de pérdida en cada etapa. [36] 

Tabla 3. Modelos de clasificación y canalización. 

 

 

6.9.1 Entrenamiento del modelo de clasificación 

 

En este proceso se ajustan los parámetros del modelo de clasificación para que pueda 

predecir la clase correcta de los datos de entrada y los datos de entrenamiento. El 

entrenamiento del modelo implica proporcionar al modelo etiquetas de clase correctas. 

Seguido a la extracción y caracterización de los datos. Es necesario importar algunas 

librerías de aprendizaje para empezar a trabajar en el entrenamiento del modelo con ayuda 

de Scikit Learning por lo que se implementa la División de prueba de Tren (train test split) 

que nos permite dividir arreglos o matrices en subconjuntos aleatorios de entrenamiento y 

de prueba. Esta es una herramienta rápida que envuelve la validación de entrada y 

aplicación, para ingresar datos en una sola llamada, para dividir y opcionalmente 

submuestrear datos en un solo paso o una sola línea de código (scikit). 



59  

6.10 AJUSTE DE PESOS PARA LOS MODELOS DE CLASIFICACIÓN 

 

El ajuste de un modelo de clasificación es el proceso de encontrar los mejores valores para 

los parámetros del modelo , con el fin de elevar su precisión y capacidad para generalizar 

nuevos datos. Después de haber agrupado los modelos de ajuste en una variable, para poder 

recorrer las posiciones de cada modelo de entrenamiento. El siguiente paso es definir las 

funciones necesarias para la canalización de aprendizaje automático. Para esto se utilizó la 

herramienta Make Pipeline y Standar Scaler. La utilización del diccionario Pipelines 

permite construir un diccionario de machine learning que no solo entrena el sistema, sino 

que también recorre los cuatro modelos y aplica el Standar Scaler para normalizar los 

datos.Teniendo en cuenta que ya se tienen cuatro modelos de aprendizaje diferentes y se 

desean entrenar para la misma aplicación, se crea un diccionario llamado Pipelines, donde 

se almacenan los modelos de aprendizaje después de pasar por la función Standar Scaler, 

principalmente para poner todos nuestros datos a un nivel para a entrenar los modelos de 

forma simultánea. [34] 

 
Figura 19. Ajuste de pesos para definición de modelos de clasificación. [32] 

 

 

Luego de poner todos los datos y funciones a nivel y que el diccionario de modelos de 

Clasificación esté listo, se almacenan los modelos nuevamente en una variable llamada 

fit_models que representa, los modelos de ajuste que serán de gran ayuda para el 
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entrenamiento de los modelos, donde se capacitan para predecir la relación entre las 

coordenadas que se toman de la postura del cuerpo en tiempo real y las señas previamente 

almacenadas. 

El siguiente paso es entrenar el modelo de detección utilizando los conjuntos de datos de 

train (Entrenamiento) y test (Prueba). Durante este entrenamiento el modelo aprende a 

detectar similitudes entre las señas y sus características , para clasificarlas según el tipo de 

clase o categoría. 

 
6.11 MEDICIÓN DE LA PRECISIÓN DE CADA UNO DE LOS MODELOS . 

 

Ya que la precisión es una métrica de rendimiento para los modelos de aprendizaje 

automático. Este paso se hace con ayuda de funciones que nos permitirán calcular la 

precisión de cada modelo entrenado para reconocer nuestras señas estáticas LSC, además 

hay varios modelos automáticos que sirven para evaluar la precisión de cualquier modelo 

de IA. Con ayuda de métricas de precisión se realiza una previa evaluación a los modelos 

de ajuste y entrenamiento para validar su precisión y escoger el modelo más conveniente 

para nuestro sistema. 

El accuracy score o puntaje de precisión es una medida comúnmente utilizada en 

problemas de clasificación con aprendizaje automático para evaluar la exactitud de un 

modelo , en la clasificación multi-etiqueta, la función slkearn.metrics.accuracy_score 

calcula la precisión del subconjunto: el conjunto de etiquetas previsto para una muestra 

debe coincidir exactamente con el conjunto de etiquetas correspondiente en y_true. [37] 

Se puede evaluar la precisión del modelo comparando las predicciones de prueba con los 

valores reales conocidos. De esta manera, podemos determinar qué tan exactas son las 

predicciones del modelo. 
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Si el modelo no tiene un buen rendimiento, se puede considerar la opción de entrenar de 

nuevo y volver a probar para mejorar su desempeño. 

MODELO PORCENTAJE DE PRECISIÓN 

Logistic Regression 0.9371534195933456 

Ridge classifier 0.930452865064695 

Random Forest Classifier 0.9958410351201479 

Gradient Boost Classifier 0.9958410351201479 

Tabla 4. Porcentaje de precisión de los modelos de prueba (Accuracy Score). [32] 

 

 
Al evaluar el modelo predictivo es importante probar varias métricas de precisión para 

asegurarse de su fiabilidad. Es por eso que se evaluaron y compararon más métricas de 

precisión , los cuales son Precisión Score, Recall Score y F1 Score.para obtener una 

evaluación más segura del modelo, a continuación se presentan los resultados obtenidos 

con estas métricas. 
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MODELO MÉTRICAS DE PRECISIÓN PRECISIÓN: 

 
Logistic Regression 

F1 Score 0.9406635046460636 

Precisión Score 0.9405510888471644 

Recall Score 0.9417158775130772 

 
Ridge Classifier 

F1 Score 0.9311934863885412 

Precisión Score 0.9485450746965942 

Recall Score 0.922465115592898 

 
Random Forest 

F1 Score 0.9956302855524983 

Precisión Score 0.9957574131520375 

Recall Score 0.9955666751584427 

 

 
Gradient Boosting 

F1 Score 0.9956302855524983 

Precisión Score 0.9957574131520375 

Recall Score 0.9955666751584427 

Tabla 5. Porcentaje de precisión de los modelos de prueba con diferentes métricas de precisión (F1 Score, Precision 

Score, Recall Score) 

 
 

Los porcentajes de precisión que nos muestra esta tabla son parecidos a los datos de la tabla 

anterior, pues en ambas los modelos que obtiene mayor precisión son Random Forest y 

Gradient Boost Classifier mientras que los dos modelos restantes obtienen porcentajes que 

rondan entre 0.93% y 0.94% , porcentajes que también son muy positivos teniendo en 

cuenta la cantidad de señas a reconocer y las posibles variaciones que puedan generar fallas 

en el modelo. 
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6.12 EXPORTAR ARCHIVO MODELO DE DETECCIÓN. 

 

Una vez que se ha entrenado y validado el modelo, se debe exportar en un formato 

adecuado que pueda ser utilizado en la implementación del sistema. El formato puede 

variar según la herramienta o el framework utilizado. Por ejemplo, en Tensorflow se puede 

exportar el modelo en formato SavedModel, mientras que en PyTorch se puede exportar en 

formato ONNX, para este caso en específico se utilizó Pickle una librería de Python que se 

utiliza para exportar e importar modelos de detección con la extensión (.pkl). [38] 

La creación de un archivo de modelo de detección puede variar según la herramienta o el 

framework que se esté utilizando. para este específicamente fue necesario: 

 

 

Recopilación de 

datos 

Recopilación de un conjunto de datos adecuado para describir 

características de cada clase. 

Entrenamiento 

del modelo 

El siguiente paso es entrenar los modelos de detección utilizando los 

datos recopilados, así el modelo aprender a clasificar las señas por sus 

características. 

Validación del 

modelo 

Luego del entrenamiento se debe validar el modelo, para esto se 

utilizan conjuntos de datos de prueba separados. Estos conjuntos de 

prueba sirven para evaluar la capacidad del modelo a la hora de 

evaluar imagenes nuevas 

Exportación del 

Modelo 

Una vez que se ha entrenado y validado el modelo se exporta en un 

formato adecuado para ser utilizado en la implementación 

Tabla 6. Guia básica para exportar un modelo de predicción de datos. 

 

 

Teniendo en cuenta los pasos anteriormente descritos se exporta el modelo de detección, de 

esta forma , podríamos simplemente cargar el archivo del modelo en otro computador con 

las librerías necesarias y utilizarlo sin ningún problema, sin dejar de lado la posibilidad de 
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entrenar diferentes modelos para diferentes aplicativos, por ejemplo: conteo de parpadeos, 

detectar si una persona está feliz o enojada, predecir la somnolencia etc. Esta forma de 

trabajo nos facilita exportar diferentes modelos e ir probando cual es el de mejor 

desempeño. Además es importante tener en cuenta que la calidad del modelo depende en 

gran parte de la calidad y cantidad de los datos de entrenamiento utilizados. 

 
6.13 SUBIR EL ARCHIVO (PKL) DEL MODELO DE DETECCIÓN 

 

Para cargar un modelo de detección en nuestro proyecto utilizamos la librería Pickle de 

python que contiene la función ‘pickle.load’, una función que se utiliza para cagar modelos 

de detección previamente guardados en formato (.pkl), para esto se utiliza la función ‘open’ 

de python y se especifica el modo de apertura en (rb) para abrir el archivo en modo lectura 

binaria. de esta forma se llama a pickle.load y se le pasa el archivo previamente guardado. 

Finalmente el modelo es cargado en la memoria y se puede utilizar para hacer predicciones 

en nuevos datos. 

Una de las ventajas de cargar el modelo de detección utilizando (pickle.load) es que se 

ahorra tiempo y recursos en el proceso de entrenamiento ya que no se debe entrenar el 

modelo desde cero , Simplemente se carga el modelo previamente entrenado y ser utilizado 

en diferentes proyectos. 

 
Figura 20. Distintos modelos (.pkl) para diferentes Aplicaciones [32] 
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6.14 REALIZAR PREDICCIONES CON LAS COORDENADAS. 

 

La predicción de clases mediante coordenadas es una herramienta utilizada en la detección 

de objetos. Para localizarlos dentro de una imagen y clasificarlos en diferentes categorías 

Siendo así lo que se trata de hacer es un modelo de clasificación de clases múltiples para 

comprender la relación entre la clase y las coordenadas . El modelo debe predecir en qué 

clase está y determinar la seña efectuada en el momento. Posteriormente agregar nuevas 

clases al entrenamiento para poder re-entrenar el modelo y clasificar distintas señas de la 

lengua de señas colombiana. Para evaluar la precisión del modelo, se compararon las 

predicciones de prueba con los datos reales. Si el rendimiento no es óptimo, se podrá re-

entrenar el modelo para mejorar su desempeño. En este enfoque RandomForest Classifier 

aprende a detectar las señas mediante la identificación de coordenadas. Además el 

algoritmo también permite asignar una etiqueta nueva para agregar nuevas señas o 

reentrenar el modelo. Las predicciones se realizan utilizando los datos contenidos en el 

Data Frame y consisten en identificar la relación que existe entre los conjuntos de 

coordenadas y su respectiva clase. de esta manera se logra determinar con mayor precisión 

la categoría de cada clase. 

 
Figura 21. Diagrama de barras donde indica el porcentaje de acierto de cada seña. 
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BALANCEAR EL DATASET MEDIANTE SOBRE MUESTREO 

 

El dataset recolectado para reconocer el Lenguaje de señas colombiano es un invaluable 

colección de muestra que captura y caracteriza las expresiones de un grupo determinado del 

lenguaje (Sentimientos y características), sin embargo al trabajar en esta recolección es 

posible que algunas de las señas tengan más entrenamientos que otras, lo que puede afectar 

el rendimiento y la precisión del modelo de aprendizaje pra abordar este desequilibrio. 

comúnmente se utilizan técnicas de oversampling y undersampling, en este caso la primera 

que nos permite aumentar la representación de las señas menos frecuentes en el dataset 

 

 
 

 
Figura 22. Diagrama de barras donde indica el porcentaje de acierto de cada seña.BALANCEADO 
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6.15 REALIZAR DETECCIONES EN TIEMPO REAL - SEÑAS ESTÁTICAS 

 

En este proyecto estamos implementando un modelo de clasificación para múltiples clases 

que relacionan el nombre de la seña con las coordenadas previamente almacenadas. El 

principal objetivo del modelo es predecir es que clase se encuentra la seña realizada en ese 

momento. Cuando ha cargado el modelo de clasificación pasamos a la detección de señas 

en tiempo real con la cámara del dispositivo que se esté utilizando. 

 
Figura 23. Detección de señas estáticas- Conformadas por un solo gesto o posición específica. [32] 

 

 

Una vez que se tenga el modelo en funcionamiento se pueden agregar nuevas clases al 

campo de entrenamiento para mejorar aún más su precisión y capacidad de clasificación 

para diferentes señas del lenguaje de señas Colombiano. Esto permitiría al modelo 

reconocer un conjunto más amplio de señas y por lo tanto mejorar su eficacia para usos en 

diferentes aplicaciones. Sin embargo este proyecto se centra en desarrollar un modelo de 
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clasificación para múltiples clases para el lenguaje colombiano, que identifica y clasifica 

varias señas y que puede ser mejorado a futuro con la inclusión de nuevas clases en el 

proceso de entrenamiento. [38] 

 
6.16 DETECCIÓN DE SEÑAS DINÁMICAS - MÁS DE UN GESTO. 

 

El reconocimiento de señas dinámicas representa un desafío en este proyecto, ya que se 

busca implementar una metodología parecida a la que se utilizó en las señas estáticas, pero 

esta debe tener una recolección secuencial de grupos de coordenadas que representan las 

señas dinámicas. Ya que en la investigación de señas estáticas se recolectan los datos y se 

utiliza la implementación de la topología con la herramienta Media Pipe, se busca 

implementar una recolección de datos similar. 

Con estas herramientas, se recolectarán secuencias de imágenes que representan cada seña 

dinámica en carpetas paralelas, para tener los datos organizados de manera clara y 

accesible. Es importante destacar que este proceso de recolección de datos se realiza con la 

mayor precisión posible, ya que el rendimiento del modelo de aprendizaje que se 

implemente dependerá de la calidad de los datos. Por lo tanto, se toman medidas 

considerando aspectos como la distancia del sujeto a la cámara y la inclinación de la 

misma. para garantizar la calidad y la validez de los datos. 

 
 

Para esto se entrena un modelo de Redes Neuronales Recurrentes LSTM, ya entrenado para 

reconocer señas dinámicas[46], De esta forma el primer objetivo fue crear un 

entrenamiento con nuevos datos y expandir la capacidad del modelo, de tal manera que 

pueda reconocer una cantidad mayor de gestos y hacerlo en un contexto Colombiano 
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6.17 CARPETAS DE IMÁGENES Y DATOS PARA LAS SEÑAS DINÁMICAS. 

 

 
Para este proyecto de investigación una de las cosas más importantes son los datos y su 

recolección, así mismo la forma de guardarlos para esto se hace necesario la configuración 

de carpetas “paralelas”. Esta es una forma de organizar y guardar los archivos en 2 o más 

carpetas que están en el mismo nivel jerárquico. que contiene un mapa de listas para 

guardar imágenes y otra en forma de espejo para guardar las coordenadas que la describen . 

Esta forma de guardar los archivos se utiliza comúnmente en aplicaciones de visión por 

computadora y reconocimiento de objetos. Las carpetas de imágenes contienen las 

imágenes que se van a procesar. Estas pueden ser fotografías, capturas de pantalla, 

imágenes de video, marcos de recorte, etc. El propósito de esta imagen es almacenar las 

listas de imágenes utilizadas en el proceso de entrenamiento. 

Por otro lado las carpetas de coordenadas contienen archivos en formato .npy archivos de 

NumPy que almacenan las coordenadas de los puntos clave encontrados en las imágenes 

correspondientes. 

 
Figura 24. Carpetas de almacenamiento de datos e imágenes de cada seña.[32] 
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6.18 RECOLECCIÓN DE IMÁGENES Y DATOS PARA LAS SEÑAS DINÁMICAS 

La recolección de imágenes y datos es un paso fundamental en el reconocimiento de señas 

dinámicas, las cuales implican movimientos y gestos realizados con las manos, el cuerpo o 

la cara [39]. El objetivo en la recolección de imágenes y datos es crear una base de datos 

que contenga una gran cantidad de ejemplos de señas dinámicas para que un sistema de 

reconocimiento pueda aprender a detectar cuando se está efectuando una de estas señas 

frente a la cámara. 

Para la recolección de imágenes y datos es importante definir un método de grabación, ya 

que existen varios métodos para grabar las señas dinámicas, como cámaras de video, 

cámaras RGB-D o sensores de movimiento. del método elegido dependerá la precisión y la 

complejidad de las señas que se deseen recolectar. Luego de seleccionar el método de 

recolección se deben recolectar un conjunto de ejemplos de cada seña dinámica. 

Preferiblemente en diferentes condiciones de iluminación y con diferentes personas que 

realicen las señas. 

 
Figura 25. Carpetas de almacenamiento de datos de cada seña.[32] 

 

 

Es importante que se capturen ejemplos de las posibles variaciones que podrían ocurrir en 

la vida real. Al recopilar estas secuencias de puntos clave para el reconocimiento de las 

señas dinámicas, se puede obtener una gran cantidad de datos que pueden ser utilizados 
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para entrenar algoritmos de aprendizaje automático. ya que estos algoritmos pueden 

reconocer secuencias de puntos clave y asociarlos con señas dinámicas en específico [40]. 

 
Figura 26. Carpetas de almacenamiento de imágenes de cada seña.[32] 

 

 
6.19 PREPROCESAR Y CREAR ETIQUETAS DE DATOS Y CARACTERÍSTICAS. 

La creación de etiquetas de datos y características es un paso fundamental en el 

reconocimiento de señales dinámicas, ya que nos ayudan a etiquetar las imágenes en las 

categorías correctas y se extraen las características relevantes para el análisis de la señal, En 

pocas palabras se crea un mapa de etiquetas que facilita el procesamiento en tiempo real de 

las etiquetas y características 

Esto implica etiquetar cada imagen con una categoría específica, que es la señal que se está 

presentando. Por ejemplo, si se está realizando una detección y reconocimiento de lenguaje 

de señas, se pueden etiquetar los datos con las palabras que les corresponden. La creación 

de características implica extraer las mismas de imágenes que sean relevantes para el 

proceso de detección, Estas características pueden ser extraídas de distintas formas, por 

ejemplo utilizando técnicas de procesamiento de imágenes o aprendizaje automático. 
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6.20 MODELO DE MEMORIA A CORTO Y LARGO PLAZO - LSTM DEEP 

LEARNING MODEL 

En esta parte se compila el modelo de redes neuronales LSTM (Long-Short Term Memory) 

descrito anteriormente donde se utiliza Keras en Python para realizar la clasificación de 

señas dinámicas [46]. 

Así que primero se agregan las bibliotecas “Sequential” y “Dense” de Keras para construir 

la arquitectura el modelo, “LSTM” para agregar capas al modelo y TensorBoard se utiliza 

para guardar y visualizar los registros del entrenamiento los cuales serán guardados por 

cada entrenamiento en un directorio previamente establecido. [41] 

 
Figura 27. Diagrama de flujo de la base de datos y capas del modelo [32] 
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Seguido a agregar las bibliotecas necesarias, se establece el directorio donde se guardarán 

los registros de entrenamiento. Luego se especifica que va a ser un modelo secuencial, se 

agregan capas LSTM al modelo, con diferentes números de unidades, activación y si deben 

retornar secuencias o no, por ejemplo la primera capa tiene como entrada una secuencia de 

30 timesteps y 1662 Características [47]. 

Después se agregan capas densas al modelo, que son capas de redes neuronales 

completamente conectadas. La última capa densa tiene una cantidad de neuronas igual al 

número de clases que se quieren predecir, y utiliza una función de activación softmax para 

generar las probabilidades de cada clase. El modelo utiliza una estructura de red neuronal 

recurrente que toma como entrada una secuencia de coordenadas y produce una salida que 

representa la probabilidad de que se esté reconociendo una determinada señal. 

Después se compila el modelo, definiendo el optimizador , la función de pérdida y las 

métricas que serán utilizadas para evaluar el modelo. Luego se entrena el modelo con los 

datos de entrenamiento X_train e y_train, durante un número de épocas definidas, en este 

caso 400, y también se agrega la llamada a la función callback de Tensor Board para 

guardar los registros de entrenamiento en la carpeta previamente definida. 

 
La elección del número de capas es un proceso que depende en gran medida del problema 

específico que se esté abordando, por lo general una mao cantidad de neuronas pueden 

permitir que el modelo tenga una mayor capacidad para aprender características complejas 

en los datos. 

En el caso de este modelo específico, se está trabajando con una secuencia de 30 marcos 

(frames) y una gran cantidad de características (1662). La elección de 64 neuronas en la 

primera capa LSTM puede ser una forma de capturar información de los datos a través de 
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un proceso aprendizaje secuencial y recurrente, la elección de 128 neuronas en la segunda 

capa LSTM puede ser una forma puede ser una forma de aumentar la capacidad del modelo 

para características más complejas en la secuencia. La elección de 64 neuronas en la última 

capa LSTM puede ser una forma de reducir la dimensionalidad de la secuencia y capturar 

las características más importantes 

La capa Dense con 64 neuronas puede ser otra una forma de agregar otra capa de 

procesamiento no secuencial y ayudar a capturar características no lineales de los datos. La 

capa Dense de 32 neuronas podría ser una forma de reducir aún más la dimensionalidad de 

la representación y proporciona una salida con un menor número de dimensiones en 

particular. por último la capa final indica una probabilidad de que las características de la 

clase efectuada coincidan con la secuencia de datos almacenada. 

 
6.21 HACER PREDICCIONES CON SEÑAS DINÁMICAS 

 

En esta fase se utiliza el modelo de aprendizaje automático descrito anteriormente , para 

hacer una predicción sobre los datos de entrada en la variable X_test. El modelo fue 

entrenado previamente con un conjunto de datos de entrenamiento y se ha ajustado a los 

datos para hacer predicciones precisas. 

La salida del modelo es una matriz de probabilidades de que los datos de entrada 

pertenezcan a cada una de las posibles clases. Para esto también se utiliza la función 

“argmax” de Numpy para encontrar el índice de valor más alto en la matriz de 

probabilidades y luego se utiliza este índice para seleccionar una acción de la lista de 

acciones que se está manejando. 
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6.22 EVALUAR LA PRECISIÓN DEL MODELO DE DETECCIÓN- DINÁMICAS. 

Para evaluar la efectividad del modelo de aprendizaje automático. Se utilizan dos métricas 

principales que son la matriz de confusión multietiqueta y la precisión del modelo. para 

calcular estas métricas se utiliza la biblioteca “scikit-learn” de python y las funciones 

“multilabel_confusion_matrix” y “accuracy score” [45]. 

Realmente se evalúa el modelo para ver cómo está actuando y para esto se utiliza la función 

“model.predict” para hacer predicciones sobre el conjunto de datos de prueba. Después para 

calcular la matriz de confusión , se convierten las etiquetas del conjunto de pruebas a una 

lista, esto se hace utilizando la función “tolist()” la cual se utiliza también para convertir las 

predicciones a una lista. De esta manera podemos comparar las predicciones con las 

etiquetas verdaderas. En resumen la evaluación de modelo nos permite clasificar 

correctamente nuevos datos , y proporciona información de gran importancia para futuras 

mejoras del modelo. [44] 

 
Figura 28. Reporte de porcentaje de acierto en las últimas épocas del entrenamiento [32] 
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6.23 PROBAR EL MODELO EN TIEMPO REAL 

 

En esta parte se presenta el funcionamiento del modelo y las respuestas que da , con las 

señas entrenadas que no están en la BD, variaciones de iluminación e incluso leves 

variaciones en el ángulo de inclinación de cámara que se encuentra en la parte posterior de 

la pantalla del equipo. Antes de mostrar esta detección en tiempo real se recolectó un 

conjunto de imágenes y matrices Numpy y luego se ajustaron los parámetros al modelo 

para que este los pudiese procesar . 

Se utilizó una red neuronal LSTM (Long Short-Term Memory) para procesar la 

información temporal del video que se está analizando en tiempo real y un programa para 

visualizar las predicciones y poder visualizar el porcentaje de acierto de cada seña . 

 

 

 
Figura 29. Detección de señas dinámicas para dos sujetos de prueba con medidas corporales distintas. 

 

 

 
De esta forma queda la interfaz del programa para reconocer las seña que se estén 

realizando en el momento . El programa compara continuamente la señal de video en 

tiempo real con las secuencias de señas almacenadas y devuelve un índice de acierto, 
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mediante una barra que se llena gradualmente a medida que se determina si la seña que se 

está realizando es alguna de las almacenadas. 

 

Figura 30. Detección de señas dinámicas, confianza y pobre. [32] 

 

La interfaz del programa compara la señal de la seña en tiempo real con las secuencias 

almacenadas y muestra un índice de acierto mediante una barra que se va llenando según la 

probabilidad de que la seña realizada coincida con alguna señal almacenada en la base de 

datos. 

 

Figura 31. Detección de señas dinámicas, celoso y orgulloso [32]. 
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7 RESULTADOS 

 

El objetivo de este trabajo de grado fue desarrollar un sistema de detección y 

reconocimiento para señas del Lenguaje de señas Colombiano (LSC). Los resultados 

obtenidos fueron satisfactorios en lo que respecta al reconocimiento de las señas estáticas y 

dinámicas, en las señas estáticas el sistema es capaz de reconocerlas con gran precisión, a 

medida que aumentan las señas y entre ellas hay coordenadas de entrenamiento parecidas el 

sistema podría disminuir su precisión. En el caso de las señas dinámicas se logró reconocer 

las señas y sus secuencias de coordenadas con éxito, aunque no fue posible obtener todas 

las propuestas, cabe resaltar que el sistema es muy sensible a los cambios en el entorno que 

se lleva a cabo durante la detección y reconocimiento. 

En primer lugar el funcionamiento del sistema se basa en la recolección de datos que 

representan señas, en este caso la mayoría del entrenamiento fue hecho con dos sujetos de 

prueba, aunque también contiene datos e información de estudiantes que ayudaron en el 

entrenamiento del proyecto. 

Una vez se han recolectado los datos se utiliza el proceso de reconocimiento de múltiples 

clases para identificar las mismas e incluso patrones en los datos. En el caso de las señas 

dinámicas se utiliza la detección de secuencias y se utiliza una red neuronal LSTM. Es un 

tipo de red neuronal especializada para modelar y predecir secuencias o series temporales. 

LSTM es capaz de recordar patrones a corto y largo plazo 

Para evaluar el sistema se realizaron varias pruebas utilizando el conjunto de datos de 

prueba separados de los datos, esto nos ayudó a medir la precisión y eficacia del 

reconocimiento de clases y la detección de las secuencias, el sistema fue probado con dos 
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sujetos de prueba que coinciden con unas características similares, principalmente la 

estatura de entrenamiento para no generar una caminata aleatoria en el reconocimiento y 

entrenamiento de las señas. 

A pesar de las dificultades mencionadas el sistema logra reconocer y detectar ambos tipos 

de señas, además es un avance importante en el desarrollo de sistemas de detección y 

reconocimiento de señas en el LSC, ya que podrían ser de gran utilidad para personas con 

discapacidad auditiva. 

Entre los factores que afectan la precisión del sistema en las señas dinámicas se encuentran 

la luz, la distancia entre el sujeto, la vestimenta, la cámara y el ángulo de inclinación de la 

misma, estas variaciones podrían representar datos de entrada que no están en el 

entrenamiento y el sistema podría presentar incongruencias en la detección de las mismas. 

En la siguiente imagen, se muestra la detección de la misma seña del lenguaje de señas 

Colombiano para dos sujetos de prueba, quienes presentan medidas corporales y 

características diferentes como el uso de anteojos, accesorios y tono de piel. A pesar de 

estas diferencias, ambos sujetos logran obtener un porcentaje de acierto muy similar 
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Figura 32. Detección de la clase Responsable, para 2 sujetos de prueba. 

 
 

En la figura 33 se muestra la detección de la misma seña, “Desocupado” del LSC para dos 

personajes de prueba en diferentes condiciones de luz y distancia de la cámara. Los 

resultados obtenidos presentan porcentajes de acierto distintos y en uno de los casos se 

obtiene un porcentaje de acierto del 97% y en el otro del 42%, sin embargo es importante 

resaltar que el sistema de detección y reconocimiento de señas es capaz de reconocer la 

misma seña a pesar de las numerosas diferencias entre las personas de prueba, su postura, 

condiciones de luz, distancia de la cámara, etc. 

 

Figura 33. Detección de la clase Desocupado, para 2 sujetos de prueba. 
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En la figura 34 se presentan ejemplos de prueba adicionales del LSC reconocidas por el 

sistema de detección y reconocimiento. Esto nos permite visualizar el funcionamiento y la 

capacidad del sistema de reconocimiento. 

 

Figura 34. Detección de la clase Fuerte, Amor , para 2 sujetos de prueba. 
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8 CONCLUSIONES 

 

A continuación se presentan las conclusiones obtenidas durante el proceso de desarrollo del 

sistema de detección y reconocimiento de señas del lenguaje Colombiano en relación con 

los objetivos planteados y en función de las actividades realizadas. 

Se logró el desarrollo de un sistema automático capaz de reconocer señas y gestos 

correspondientes al temario ¨Sentimientos y características¨ de la lengua de señas 

colombiana LSC, se cumplió con 38 señas de las 64 que contiene el temario mencionado 

anteriormente, Las cuales fueron divididas entre dinámicas y estáticas por su forma de 

ejecución y cantidad de gestos utilizados. 

La identificación de características descriptivas de las señas que componen el temario antes 

mencionado, permitió la clasificación de las señas en dinámicas y estáticas, lo cual definió 

que debían ser utilizados dos sistemas diferentes para reconocer las señas, lo que facilita el 

entrenamiento de la mayoría de clases, y le daría un mejor tratamiento a las señas 

dinámicas (que contiene más de un gesto, acción ). 

Durante la validación del funcionamiento del sistema de reconocimiento de señas se 

utilizaron métricas de validación las cuales permitieron detectar que el modelo es capaz de 

predecir correctamente las clases. utilizando los métodos de visión artificial y algoritmos 

predictivos, con resultados satisfactorios en la predicción / detección de señas estáticas y 

dinámicas. También se lograron identificar varios factores externos que pueden afectar la 

precisión del sistema. como lo son la luz en la zona del lugar y de la imagen, la distancia y 

el ángulo de inclinación en que se encuentra la cámara , puesto a que para el desarrollo de 

este proyecto se utilizó la cámara frontal de un computador portátil. En este caso se 
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tomaron medidas en cuanto a que tan inclinada estaba la pantalla del computador. Estas 

variaciones pueden generar incongruencias en la detección de las señas y es algo a tomar 

en cuenta. 

Se podría obtener un modelo con mayor precisión si se controlan minuciosamente los 

ambientes y las distancias de la cámara. Además, se podría aumentar la cantidad de 

personas de entrenamiento para ampliar el rango de detección del modelo y mejorar su 

capacidad para generalizar en diferentes ocasiones. 

 

Concluimos que a partir de la matriz de confusión puesta en los anexos que el modelo es 

acertado para la predicción de datos, que representan las señas del LSC puesto que el 

modelo no tiene bloqueantes para predecir los datos característicos de las señas, además de 

eso también logra detectar con buen acierto una buena cantidad de señas, teniendo en 

cuenta que el porcentaje obtenido a partir de la matriz de confusión no siempre será el 

mismo porcentaje de acierto del sistema, debido a las variantes que implica cambiar de 

entorno, de mesa de trabajo, tanto como distancia del sujeto a la camara e iluminacion del 

lugar. 

 

Es importante destacar que la precisión no siempre es el objetivo principal del modelo, ya 

que se busca generalizar y hacer el sistema lo más adaptable posible a diferentes 

condiciones y características de los usuarios. En resumen el sistema presenta un potencial 

prometedor para ser mejorado y adaptado en futuros trabajos para mejorar la comunicación 

de las personas con discapacidad auditiva en algunos escenarios. 

 

Las anteriores actividades planteadas en el desarrollo de este trabajo de grado permitieron 

la intercomunicación y un enriquecimiento del tema con personas de la comunidad sorda. 
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Aprendiendo que no todas las personas de la comunidad sorda ejecutan las señas de la 

misma forma o con la misma velocidad, escenario que puede causar variables en los datos y 

coordenadas y por lo tanto en la precisión de las señas en el programa. 

Finalmente cumplimos satisfactoriamente con los objetivos propuestos llevando a cabo 38 

señas entre estáticas y dinámicas de las 64 señas planteadas inicialmente, lo cual fue 

enriquecedor en la parte académica y personal debido a que este trabajo puede ser la base 

de trabajos más robustos y completos que permitan una mayor interacción e inclusión de las 

personas de la comunidad sorda. 

 

 
 

9 RECOMENDACIONES 

 

 

Para este tipo de proyectos de investigación enfocados en la inteligencia artificial, 

aprendizaje profundo y visión máquina, se recomienda empezar a investigar mucho sobre el 

tema, antes de empezar con el desarrollo del proyecto. Ya que es importante tener una 

comprensión sólida de las señas estáticas y dinámicas , tanto así como de las herramientas y 

tecnologías disponibles para llevar a cabo el proyecto. 

 

Una vez que se haya adquirido un buen conocimiento teórico en el área, se recomienda 

avanzar paso a paso en la implementación del proyecto, pues es muy importante definir 

claramente los objetivos y los pasos necesarios para alcanzarlos . Además se debe tener en 

cuenta que el desarrollo de un sistema de detección de Lenguaje de señas , es un proceso 

complejo que requiere de paciencia, dedicación , además de constantes revisiones y ajustes. 
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Ya que la toma de datos e imágenes es una parte fundamental del proyecto para entrenar el 

modelo, recomendamos tomar medidas cuidadosamente en este proceso, para asegurarse de 

que todos los datos sean representativos teniendo en cuenta la población y el objetivo , 

tanto como de se capturen e una forma adecuada tanto las señas dinámicas como las 

estáticas. 

 

Finalmente se aconseja constancia en el trabajo de grado como en los proyectos personales, 

actitud positiva, ya que es probable que te encuentres obstáculos y desafíos en el camino, 

pero es importante tener claro que cada día es el escenario para solucionar esos problemas y 

una oportunidad para aprender y mejorar tu proyecto. 
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ANEXOS 

 

SEÑAS DEL TEMARIO: CARACTERÍSTICAS Y SENTIMIENTOS DE LA 

LENGUA DE SEÑAS COLOMBIANA 

Dado que el objetivo principal de mi proyecto de grado es la detección automática de señas 

del LSC mediante visión artificial e inteligencia artificial, el temario de "Características y 

Sentimientos" fue de gran ayuda para la elaboración de la base de datos y el entrenamiento 

del modelo predictivo. 

 

 

Figura 35. Página 1 Temario: Sentimientos y características LSC [50] 

 

 

 
 

REPORTE DE CLASIFICACIÓN OBTENIDO A PARTIR DE MATRIZ DE 

CONFUSIÓN. 

El reporte de clasificación es una herramienta que nos sirve para evaluar el rendimiento de 

un modelo de clasificación en tareas , predictivas o de reconocimiento automático de señas 

pues este reporte presenta los resultados encontrados mediante una matriz de confusión y 

resume las predicciones hechas por el modelo.[] 
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Figura 36. Reporte de clasificación de Matriz de confusión. [32] 


